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Analyse von Bildresiduen mit Machine-Learning
im Kontext von Kamera-Kalibrierungen
Waldemar MORDWINZEW, Frank BOOCHS, Dietrich PAULUS
Zusammenfassung
Photogrammetrie ermöglicht es, Objekte mit Hilfe von Digitalbildern zu vermessen. Bei optimalen Messbedingungen sind Unterschiede in der Qualität der abgeleiteten Maße vor allem auf die mathematische Modellierung des verwendeten Sensors und der Linse zurückzuführen. Kalibrierungen erfolgen meist mittels Bündelblockausgleichung, die es gestattet, daraus vielerlei statistische Kennzahlen abzuleiten. Eine tiefergehende Analyse der berechneten Parameter, Standardabweichungen, Korrelationen und deren Verteilungen kann Aufschluss geben, ob das verwendete Kalibriermodell Schwächen aufweist. Solche Defizite können sich durch systematische Restfehler im Bild- oder Objektraum äußern. Da solche Restfehler zu Ungenauigkeiten in den daraus abgeleiteten Informationen führen können, ist deren mathematischer Nachweis und anschließende Kompensation zur Erzielung höchster Genauigkeiten unausweichlich. Neueste Ansätze nutzen Korrekturterme, um solche Systematiken schon während der Bündelblockausgleichung zu modellieren. Der vorliegende Beitrag beschreibt, wie auch Machine-Learning Techniken dabei helfen können, verbliebene systematische Abweichungen in Bildresiduen nachzuweisen, ohne dass hierzu ein Eingriff in die Bündelblockausgleichung notwendig ist. Dies wird im ersten Schritt anhand von Beispieldaten erläutert. Im zweiten Schritt wird die Wirkung dieser Vorgehensweise an einer realen Kamerakalibrierung verdeutlicht. Abschließend erfolgt eine Diskussion der im Zuge dieser Arbeit erzielten Resultate und möglicher Eignung dieses Verfahrens in der Praxis.
Motivation
Fortschreitende Technik sorgt dafür, dass Messinstrumente jeglicher Art immer größere Datenmengen an den Nutzer liefern, etwa Auflösung bei Kamerasensoren oder zunehmend dichter werdende Punktwolken bei Laserscannern. Klassische, das heißt manuelle oder semiautomatisierte Auswertung, die früher mit wenigen Klicks und Kontrollen erledigt werden konnte, ist aus diesem Grund mit steigendem Aufwand verbunden. Deshalb sind Industrie und Forschung stets bestrebt, Verfahren und Algorithmen zu finden, um zeitaufwändige Auswerteaufgaben vollständig zu automatisieren.
Um einen übersichtlichen Einstieg in das hier vorgestellte Verfahren zu gewährleisten, werden einzelne Zwischenschritte zunächst an kleineren Datensätzen vorgestellt. Danach wird immer wieder in die Sicht der Photogrammetrie gewechselt.
Abbildung 1-links zeigt beispielhaft Abweichungen eines Distanzmessgerätes zur Kontrollstrecke. Die Referenzdistanz [m] entspricht der Abszisse, die Abweichung [mm] der Ordinate. Nun gibt es ein Dilemma, welches beim Auswerten der Daten auftritt, nämlich: Auf der einen Seite gibt es gute Gründe, beim Kalibrieren die Daten nicht direkt anzuschauen, sondern nur deren generelle Eigenschaften zu kennen. Zum Beispiel Monotonie, Symmetrie oder etwaige Grenzwerte.
[bookmark: _GoBack]All diese Eigenschaften können in die Berechnung der Kalibrierparameter einfließen. Andererseits ist es auch sinnvoll zu wissen, wie gut das berechnete Modell zu den Messdaten passt und ob das Instrument eventuell mit anderen Parametern noch präziser kalibriert werden kann. Beide Standpunkte sind nachvollziehbar. Oft überwiegt jedoch der zweite Fall und es wird nach Parametern gesucht, die besser zum gegeben Datensatz passen. Dies ist auch unter eingeschränkten Bedingungen legitim.[bookmark: _Ref442381598]Abbildung 1: Beispielhafter Kalibrierdatensatz eines Distanzsensors.
Links: Abweichung Y[mm] zur Referenz X[m].
Rechts: Trendlinie als ausgleichende Gerade.

Wenn Datensätze manuell oder semi-automatisiert ausgewertet werden, dann ist die Vorgehensweise in der Regel wie folgt: Zuerst wird ein Kalibriermodell verwendet, welches üblicherweise dazu passen sollte. In diesem Beispiel ist dies eine ausgleichende Gerade (Abbildung 1-rechts). Um mögliche Systematiken in den Residuen - Abweichungen zum Kalibriermodell - besser visuell interpretieren zu können, werden diese im Verlauf des Kalibriermodells dargestellt (Abbildung 2-links). Aus dieser Visualisierung ist deutlich erkennbar, dass es trotz Kalibrierung noch ein Muster in den Abweichungen gibt, der einer Schwingung ähnlich sieht. Um eine Spezifikation mit höherer Genauigkeit zu erreichen, wird im zweiten Schritt ein komplexeres Modell berechnet, welches zusätzlich auch eine periodische Schwingung modelliert (Abbildung 2-rechts).[bookmark: _Ref442383470]Abbildung 2: Links: Visualisierung der Abweichungen zum Kalibriermodell.
Rechts: Modellierung der Systematik als Schwingung.

In der Nahbereichsphotogrammetrie ist der Kalibrierprozess durch die DIN 2634 standardisiert. Abbildung 3-links zeigt den dazu vorgeschlagenen Kalibrierkubus, wobei die Messpunkte durch schwarze Kreise auf weißem Hintergrund realisiert wurden. Diese Kreismarken werden mit Hilfe der Bildverarbeitung detektiert und als Beobachtungen in eine darauf folgende Bündelblockausgleichung eingeführt. Allerdings handelt es sich hierbei lediglich um eine Einzelaufnahme. Je nach dem, was für die jeweilige Kamera und Linsen-Kombination sinnvoll ist, kann es hunderte solcher Aufnahmen geben. Diese werden wie in Abbildung 3-rechts gezeigt, aus mehreren Standpunkten sowie Höhen aufgenommen, wobei die Kamera auch manchmal gekantet werden muss, um Korrelationen zwischen den Parametern zu reduzieren.[bookmark: _Ref442608999]Abbildung 3: Links: Skalierte Bildresiduen. Einzelbild einer Serie.
Rechts: Alle Residuen in einem Bild zusammengefasst.
[bookmark: _Ref442384965]Abbildung 4: Links: Photogrammetrischer Kalibrierkörper nach DIN2634. Rechts: Beispielhafte Anordnung einer Kamera-Kalibrierung.

Während der Auswertung einer Kamerakalibrierung mittels Bündelblockausgleichung gilt nahezu dieselbe Vorgehensweise. Zunächst wird mit einem Standardmodell kalibriert. In den meisten Fällen handelt es sich um das Lochkameramodell mit Linse. Die in Abbildung 4-links gezeigten Residuen entsprechen Abweichungen zu diesem Standardmodell. Allerdings lassen sich auf diese Weise dargestellte Abweichungen kaum visuell interpretieren, da es sich um Einzelbilder handelt, während der vollständige Datensatz mehrere hundert Bilder umfassen kann. Jetzt könnte der Nutzer zwischen den einzelnen Bildern hin und her schalten und dabei versuchen mögliche Systematiken zu interpretieren. Gegenseitige Abhängigkeiten zwischen zwei oder mehreren Bildern werden damit nur mit hohem Aufwand entdeckt. Zusätzlich besteht immer die Gefahr, dass Nutzer systematische Muster sehen, die sich statistisch nicht nachweisen lassen. Aufgrund der hohen Beobachtungsanzahl ist es auch nicht einfacher, wenn alle Residuen zusammengefasst in einer Übersicht (Abbildung 4-rechts) dargestellt werden.
Machine Learning
Machine Learning (ML) ist eine sehr junge Wissenschaft, die ähnlich wie die Ausgleichungsrechnung auf Erkenntnissen aus der Statistik, Stochastik, Numerik und der mathematischen Optimierung basiert. Trotz der vergleichsweise kurzen Periode ist es gelungen, sich derart zu etablieren, dass ML heute aus vielen Bereichen unseres Lebens nicht wegzudenken ist. Dabei ist der Kern von ML sehr einfach gestaltet. ABU-MOSAFA et al. (2012) nennen lediglich drei Einschränkungen:
Es muss tatsächlich ein Muster in den Daten vorliegen.
Das Muster lässt sich nicht mathematisch beschreiben.
Es müssen genügend Daten zur Verfügung stehen.
Gleichzeitig verweisen die Autoren darauf, dass die ersten beiden Forderungen vergleichsweise unkritisch sind. Wenn kein Muster vorliegt, dann entspricht die Fehlerrate des Lernprozesses einem Zufallsschätzer. So ist die Voraussagerate einer fairen Münze bei hinreichend großer Stichprobe exakt 50%. Falls eine mathematische Beschreibung für das Muster vorliegt, so ist der Nutzer besser beraten, es zu implementieren. Theoretisch ist es auch möglich, dieses Muster mit ML zu lernen, allerdings wird der Datenbedarf in der Regel wesentlich höher sein.
VC-Ungleichung
Aus der Arbeit von VAPNIK & CHERVONENKIS (VC) leitet sich die Ungleichung (1) sowie die letzte Forderung ab.
	
	[bookmark: _Ref443300552][bookmark: _Ref442617876](1)


Die Wahrscheinlichkeit, dass der Differenzbetrag  zwischen der wahren - jedoch stets unbekannten - Fehlerrate (Outsample Error: W) und der im Training numerisch bestimmten Fehlerrate (Insample Error: N) größer ist als der Schwellwert (), sollte so gering wie möglich sein.  ist abhängig von der „Growth-Funktion“ des Schätzers (G), der Schätzabweichung  und der Anzahl der Messpunkte (). Während des Lernprozesses ist nur N bekannt. Es stellt eine Art Proxy für W und ist gleichzeitig diejenige Größe, nach der minimiert wird. Aus diesem Grund ist es wünschenswert, dass die Abweichung  so gering wie möglich ausfällt und dies so sicher wie möglich. Deshalb ist der Nutzer auch stets bemüht, den Term auf der rechten Seite der Ungleichung so gering wie möglich zu halten, da sonst der Lernprozess ebenfalls sinnlos wäre. Auffallend ist, dass  auf beiden Seiten vorkommt. Mit abnehmendem  strebt die rechte Seite der Ungleichung hin zu 1. Die einzigen gegenwirkenden Faktoren sind G und. Nun gilt: Je flexibler der Schätzer ist, umso größer ist der Funktionswert G, da dieser die Freiheitsgrade oder die Anzahl effektiver (unkorrelierter) Parameter berücksichtigt. Damit limitiert  als einzige Größe eine mögliche Generalisierung durch den Lernprozess.
Klassenbasiertes Lernen
Der generelle Ablauf einer ML Schätzung soll im Folgenden anhand der Bool‘schen UND Funktion vorgeführt werden:
	
	[bookmark: _Ref442793191](2)

	
	[bookmark: _Ref442795555](3)


Die Messdaten, so genannte „Features“, werden gemäß Gleichung (2) in einer  Trainings-Matrix  zusammengefasst, die damit verbundene Klassenzugehörigkeit im Zeilenvektor. Es handelt sich um eine klassische Wahrheitstabelle. Die erste Zeile in  entspricht FALSCH und WAHR oder 0 und 1. In der UND-Funktion ergibt diese Kombination: FALSCH. Somit wird die erste Zeile in  in die Klasse 0 eingeordnet. Entsprechend werden auch die übrigen zwei Zeilen ausgewertet.
	
	[bookmark: _Ref442796362](4)

	
	(5)

	
	[bookmark: _Ref442801009](6)


Features und deren Klassenzugehörigkeiten werden in Gleichung ((4) verwendet um ein Schätz-Modell (M) zu berechnen. Im nächsten Schritt wird die Fehlerrate von M validiert. Dieser Schritt ist aus vielerlei Gründen nicht zu vernachlässigen. Zum einen können ML-Algorithmen hin zu einem lokalen Minimum konvergieren. Auch kann es durchaus vorkommen, dass die verwendete Datengrundlage, Wahl der Features oder des Schätzers keine ausreichende Ableitung von Mustern gestattet. Ist ein Muster vorhanden, so sollte bei ausreichend großer Stichprobengröße, die aus Gleichung (1) ermittelt werden kann, die Fehlerrate unter der eines Zufallsschätzers liegen. Wenn ein Muster generalisiert werden konnte, so kann im letzten Schritt auch eine Klassifizierung von Features vorgenommen werden, die nicht Teil des Trainingdatensatzes sind (Gleichung (6))).[bookmark: _Ref442802894]Abbildung 5: Links: Visualisierung der UND Funktion und des Modells in einem
Koordinatensystem. Rechts: Manuelle Bildung von Klassen
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Die Modellschätzung lässt sich in diesem Fall auch visuell interpretieren. Abbildung 5-links zeigt die UND-Funktion, dargestellt in einem Koordinatensystem. Die Zeilen aus  entsprechen den Koordinaten,  und. Der von BOSER et. al (1992) vorgeschlagene Support-Vector-Machines (SVM) Algorithmus berechnet M so, dass die resultierenden Parameter die Klassen 0 und 1 durch eine Gerade mit maximalem Orthogonalabstand trennen. Während der Berechnung in Gleichung (6) werden alle Punkte über der Gerade zur Klasse 1 gruppiert, unter der Gerade zur Klasse 0. Damit gehört  wie erwartet zur Klasse 0.
Im vorgeführten Bespiel besteht eine natürliche Klassenzuordnung der Messwerte. Demgegenüber bestehen in Abbildung 2-links dargestellte Residuen aus reellen Zahlen, so dass vor Auswertung eine Kategorisierung in Klassen manuell vorgenommen werden muss. Dies lässt sich zum Beispiel wie in Abbildung 5-rechts erreichen. Die Residuen werden anhand ihres Betrages und des Vorzeichens in Klassen eingeteilt, wobei sich aus Gleichung (1) abschätzen lässt, wie viele Klassen für den gegebenen Datensatz sinnvoll sind. Demnach gehören zur Klasse 1 alle Residuen, die ein positives Vorzeichen haben und deren Betrag 2mm übersteigt.
Auswertung
Der erste Schritt ist eine Teilung des Datensatzes, bevor auch nur eine einzige Operation an den Messwerten durchgeführt wird. Aus dem Gesamtdatensatz wird eine zufällig gewählte Stichprobe entnommen. Diese liegt in der Regel zwischen 15 und 20% und bleibt bis zur finalen Validierung unangetastet. Damit besteht eine Art letzte Absicherung vor Fehl-Interpretationen und falsch gewählten Modellparametern. Aus der Teilung entsteht somit ein Trainingsdatensatz mit ~80% und der Testdatensatz mit ~20%.
Mit dem Trainingsdatensatz werden die Modellparameter des Schätzers bestimmt. Im Vorliegenden Beitrag erfolgt die Schätzung mit einem Multiclass ECOC-SVM nach DIETTERICH et. al. (1995). Optimale Parameter des RBF-Kernels sind durch Brute-Force (Suche von Mustern mit For Schleifen) ermittelt. Zur Kontrolle des Trainings wird als zweiter Schätzer ein Neuronales-Netz mit einem Hidden-Layer und Bayes-Regularisierung verwendet, wobei die optimale Neuronenzahl ebenfalls mit Brute-Force ermittelt wird. Um lokale Minima zu vermeiden, wird das vollständige Training mehrmals hintereinander ausgeführt. Prüfung von eventuell vorkommenden Überparametrisierungen geschieht durch 10-fach Kreuzvalidierung.
Nach der Trainingsphase wird im abschließenden Test die dazu gehörende Fehlerrate mit der Fehlerrate aus dem Testdatensatz verglichen. Dies ist der erste und gleichzeitig auch der einzige Schritt, in dem der Testdatensatz verwendet wird. Beide Größen müssen ungefähr übereinstimmen. Im Zweifelfall gilt die höhere Fehlerrate aus dem Testdatensatz, da dieses Ergebnis nicht durch das Training und dem damit verbundenen Durchprobieren kontaminiert ist. 
	
	[bookmark: _Ref443207637][bookmark: _Ref443061120](7)


Für SVM Schätzer gilt außerdem Ungleichung (7). Die Gesamtzahl aller Stützvektoren (SV), deren Wert ungleich Null ist, entspricht ungefähr der effektiven Parameteranzahl und somit der VC-Dimension. Aus mehreren Durchläufen lässt sich dadurch der Erwartungswert von W eingrenzen.
Neben dem zweiten Schätzer, Kreuzvalidierung und der letztgenannten Ungleichung können auch Wahrheitsmatrizen verwendet werden, um die Auswertung zu kontrollieren. Diese bieten eine schnelle Übersicht darüber, wie sicher die einzelnen Klassen getrennt sind.
Auswertung der Distanzkalibrierung
[bookmark: _Ref443210477]Tabelle 1: Wahrheitsmatrizen der Distanzkalibrierung.
Links: Trainingsdatensatz. Rechts: Testdatensatz
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In der nachfolgend aufgeführten Tabelle 1 finden sich die Klassifizierungsergebnisse der Distanzkalibrierung. Die linke Seite entspricht dem Trainingsdatensatz. Die erste Zeile gehört zur Klasse 1. Von insgesamt sechs Verbesserungen, die in dieser Klasse gruppiert sind, können fünf durch das berechnete Modell tatsächlich auch als Klasse 1 geordnet werden. Ein Messpunkt ist fälschlicherweise in der Klasse 2 eingestuft. Damit liegt die Fehlerrate der Klasse 1 bei 1/(5+1) ≈17%. Im Schnitt über alle Klassen liegt die Übereinstimmung der Klassifizierung bei ≈89%. Ein Zufallsschätzer wird nach Berücksichtigung der Klassengrößen eine Übereinstimmung von ≈27% erreichen. Auch die Fehlerrate im Testdatensatz, welcher nicht am Training teilnimmt, liegt in derselben Größenordnung.
Aus der Ungleichung (7) ergibt sich für 15 Trainingseinheiten (6 Klassen über 2-elementige Teilmenge = nCr(6,2) = 15) ein. Mit diesen Ergebnissen liegt es nahe, dass nach Kalibrierung mittels ausgleichender Gerade noch ein signifikantes Muster in den Residuen verblieb. Ein komplexeres Kalibriermodell, welches dieses Muster berücksichtigt, sollte auch zu höherer Messgenauigkeit führen.
Auswertung der Kamera-Kalibrierung
Abbildung 6 zeigt eine Industriekamera, deren Linse über eine ausgeprägte Radialverzeichnung verfügt. Es handelt sich um einen von mehreren Prototypen mit verschiedenen Sensor-Linsenkombinationen, die im Rahmen einer Kooperation zu untersuchen sind. Bei dieser Kombination stellt sich insbesondere die Frage, ob eine solche Konfiguration sinnvoll ohne Fisheye-Parameter kalibriert werden kann. Ist dies nicht der Fall, so müsste der Hersteller seine Standard-Kalibrierroutinen und Protokolle anpassen.
Während der Kamerakalibrierung mit Bündelblockausgleichung entstehen Residuen in beiden Koordinatenachsen des Bildraums. Damit gibt es verschiedene Möglichkeiten um die Residuenklassen zu bilden. Im hier vorgeführten Beispiel erfolgt die Gruppierung nach Koordinatenachse, Vorzeichen und Betrag. Alternativ wären auch Gruppierungen über den Richtungswinkel und Betrag denkbar. Als Features kommen alle Informationen in Frage, die einen direkten Einfluss auf die Verbesserung haben könnten. Gleichung (8) zeigt eine mögliche Featureauswahl. Zur Verbesserung x der Koordinate des Punktes i gehört die Verbesserung y-i, Objektkoordinate und Oberflächennormale i, äußere Orientierung j und Innere Orientierung k.Kl.
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[bookmark: _Ref443216018]Abbildung 6: Einzelbild eines Prototyps mit starker Radialverzeichnung.
[bookmark: _Ref443216972]Tabelle 2: Wahrheitsmatrix für den vx-Testdatensatz der Kamerakalibrierung.

	
	[bookmark: _Ref443220745](8)


Features, die sich über den ganzen Datensatz nicht ändern und somit konstante Spalten in der Trainingsmatrix verursachen, müssen vor der Schätzung entfernt werden. Dies gilt zum Beispiel für innere Orientierungen, wenn nur eine einzige Linse kalibriert wird. Bei ebenen Kalibrierkörpern, deren Oberflächennormale im Rahmen der Messgenauigkeit für alle Objektkoordinaten identisch ist, kann auf deren Verwendung als Feature ebenfalls verzichtet werden. Durch gezieltes Ein- und Ausschalten einzelner Features lässt sich auch der Einfluss einzelner Komponenten auf jeweilige Verbesserungen nachweisen.
Tabelle 2 zeigt die Wahrheitsmatrix des Testdatensatzes zur Verbesserung x. Sie ist nicht mehr im selben Umfang diagonaldominant, wie im vorhergehenden Beispiel. Dies könnte am viel komplexeren Muster liegen, welches in noch mehr Klassen aufgeteilt ist. Die Übereinstimmung des Testdatensatzes liegt bei ≈55%, während ein Zufallsschätzer ≈17% erreicht. Dies ist ein Hinweis auf verbleibende Systematiken.
Im nächsten Schritt wird das ML-Modell dazu verwendet, um Bildmessungen entsprechend der Klassengruppierung in zehn diskreten Schritten zu korrigieren. Nach Korrektur und einer erneuten Bündelblockausgleichung mit korrigierten Bildmessungen verbessert sich die RMSXYZ der Objektkoordinaten von ≈170µm auf ≈75µm, die RMS der Strecken von ≈70µm auf ≈36µm. Durch den Genauigkeitsgewinn nach Korrektur erhärtet sich die Vermutung, dass nach der ersten Bündeblockausgleichung statistisch signifikante Restsystematiken im Bildraum verblieben. Dadurch ist es notwendig, das bisherige Kalibriermodell für diese Sensor-Linse-Kombination zu wechseln.
Fazit
Zusammenfassend lässt sich feststellen, dass die in den vorhergehenden Absätzen erläuterte Methode geeignet ist um vorhandene Restsystematiken in den Bildresiduen nachzuweisen. Jedoch bestehen auch Einschränkungen, deren sich der Anwender stets bewusst sein muss.
Ein Großteil der mit ML verbundenen Mathematik basiert auf Beweisen, die binäre Schätzer annehmen. Hierzu gehören auch die VC-Ungleichung und der später auf dieser Theorie aufbauende und in dieser Arbeit verwendete SVM-Schätzer. Diese unterscheiden wiederrum hauptsächlich zwischen Klassen. Erfahrungswerte zeigen, dass hier die Stärken von ML liegen. Aus diesem Grund werden reelwertige Residuen zunächst in Klassen gruppiert. Der Datenbedarf ist ein weiterer nicht zu vernachlässigender Nachteil, der sich aus der VC-Ungleichung ergibt. Nächster Nachteil ergibt sich aus bedingt interpretierbaren Parametern. Verglichen mit Bündelblockausgleichungen ist das geschätzte ML-Modell eine Art Blackbox. In der Photogrammetrie ist es allgemein bekannt, dass die Koeffizienten A1, A2, A3 Komponenten der radialsymmetrischen Verzeichnung darstellen. Sie haben ihren physikalischen Ursprung und lassen sich sehr wohl geometrisch deuten. Dagegen verstehen sich Parameter eines ML Schätzers in der Regel wie folgt: Die Features gehören zur Klasse 1, weil das Neuron X im Layer Y über die Layer Z auf die eine oder andere Weise durch die Aktivierungsfunktion rückwärts propagiert wird. Viele Nachteile relativieren sich jedoch, wenn diese Methode als Ergänzung zu bestehenden Tools gesehen wird, welche bereits für den Nachweis von verbleibenden Systematiken vorgeschlagen wurden. Durch eine Kombination lassen sich bestehende Vermutungen zunehmend erhärten oder widerlegen.
Auf der Haben-Seite steht das mittlerweile sehr gut erforschte mathematische Fundament. Es ermöglicht automatisierte Entscheidungen, weitgehend unabhängig vom Nutzer und auch unabhängig davon, wie viele Messpunkte zum Kalibrieren verwendet werden. Das Verfahren selbst ist auch flexibel in der Feature-Wahl. Der Nutzer kann gezielt einzelne Komponenten an- und ausschalten, um bei Bedarf mögliche Abhängigkeiten zu untersuchen. Das Schätzverfahren, ob Support-Vector-Machines, Neuronale-Netzwerke oder Andere, kann ebenfalls frei vom Nutzer gewählt werden. Implementierte ML Algorithmen sind auch mit geringem Aufwand in Prozesse außerhalb von Kamerakalibrierungen übertragbar. Etablierte ML-Schätzer wie SVM, basieren meistens auf simplen Gleichungen und sind deshalb vergleichsweise einfach selbst zu implementieren. Diese Hürde muss ebenfalls nicht genommen werden, da hierfür bereits genügend kommerzielle wie freie Bibliotheken und Entwicklungsumgebungen zur Verfügung stehen. Zum Beispiel MATLAB, libSVM oder Torch, welche von führenden Technologiefirmen wie Mathworks, Google, Facebook, Twitter und vielen wissenschaftlichen Einrichtungen verwendet und gepflegt werden.
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